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Données déséquilibrées

Problème classique
I classification supervisée à p classes
I effectifs très différents pour chaque classe
I cas d’école : détection d’intrusions, de spams, etc.

Nombreuses « solutions »
I pondération
I sous-échantillonnage : réduction de la taille des grandes classes

par sélection aléatoire
I sur-échantillonnage : réplication aléatoire d’exemples des petites

classes
I hybrides : combinaisons diverses des deux approches
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Exemple

Données COIL 2000
I données d’assurance : déterminer si un foyer est titulaire d’une

assurance pour une caravane
I 5822 données d’apprentissage avec 85 variables explicatives
I problème déséquilibré : seulement 5.98 % de détenteurs d’une

assurance

Régression logistique
I ajustement sans précaution particulière
I prévisions basiques très « mauvaises »

apprentissage test
0 1

0 5465 341
1 9 7

0 1
0 3757 235
1 5 3
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Mesures de performances

Risque empirique
I L̂(g) = 1

N

∑N
i=1 l(g(Xi ),Yi )

I cas classique
I perte binaire l(p,v) = 1p 6=v
I taux d’erreur (1 -

exactitude)
I probabilité de mauvais

classement

Quelle référence?
I classifieur « stupide »
I g(xi ) = y une valeur

constante
I classe dominante !

Données COIL

Taux d’erreur
I apprentissage 0.0601
I test 0.06

Référence
I prédiction constante : classe

0
I taux d’erreur : 0.0598
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Mesures de performances

Vraie classe
population totale négatif positif

Classe
prédite

négatif Vrai négatif Faux négatif
positif Faux positif Vrai positif

Matrice de confusion

Vocabulaire et formules

I Taux de vrai positif (sensibilité, rappel) :
#vrai positif
#positif réel

I Taux de vrai négatif (spécificité) :
#vrai négatif
#négatif réel
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Mesures de performances

Vraie classe
population totale négatif positif

Classe
prédite

négatif Vrai négatif Faux négatif
positif Faux positif Vrai positif

Matrice de confusion

Vocabulaire et formules

I Valeur prédictive positive (précision) :
#vrai positif

#positif prédit

I Valeur prédictive négative :
#vrai négatif

#négatif prédit
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Données COIL

Apprentissage

0 1
0 5465 341
1 9 7

Apprentissage
I erreur : 0.0601
I sensibilité : 0.0201
I spécificité : 0.9984

I précision : 0.4375
I vpn : 0.9413

Test

0 1
0 3757 235
1 5 3

Test
I erreur : 0.06
I sensibilité : 0.0126
I spécificité : 0.9987

I précision : 0.375
I vpn : 0.9411
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Données COIL (références)

Apprentissage

0 1
0 5474 348
1 0 0

Apprentissage
I erreur : 0.0598
I sensibilité : 0
I spécificité : 1

I précision : NaN
I vpn : 0.9402

Test

0 1
0 3762 238
1 0 0

Test
I erreur : 0.0595
I sensibilité : 0
I spécificité : 1

I précision : NaN
I vpn : 0.9405
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Mesures agrégées

Comparer des classifieurs
I exactitude « équilibrée » :

moyenne de la spécificité et
de la sensibilité

I F-mesure : moyenne
harmonique de la précision
et de la sensibilité

Données COIL
I apprentissage :

I EE : 0.5092
I F1 : 0.0385

I test :
I EE : 0.5056
I F1 : 0.0244

I référence :
I EE : 0.5
I F1 : 0 (convention)
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Pondération des exemples

Principe
I (Xi ,Yi ) pondéré par w(Yi ) :

I w(Yi) petit pour la classe dominante
I w(Yi) grand pour la classe peu fréquente
I pour deux classes, seul le ratio des poids importe !
I s’adapte sans difficulté à plus de 2 classes

I risque empirique L̂(g) = 1
N

∑N
i=1 l(g(Xi ),Yi )w(Yi )

I équivaut à remplacer l par lw avec lw (p,v) = w(v)l(p,v)
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Exemple

Données COIL

I pondération classique en w(y) =
1

|{i | Yi = y}|
I pour deux classes, poids de 1 pour la grande classe et du ratio

des tailles de classes (grande sur petite) pour la petite classe
I ici 15.73 donne

apprentissage test
0 1

0 3879 92
1 1595 256

0 1
0 2630 97
1 1132 141

I « meilleurs » résultats
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Données COIL (pondération)

Apprentissage

0 1
0 3879 92
1 1595 256

Apprentissage
I erreur : 0.2898
I sensibilité : 0.7356
I spécificité : 0.7086

I précision : 0.1383
I vpn : 0.9768

Test

0 1
0 2630 97
1 1132 141

Test
I erreur : 0.3073
I sensibilité : 0.5924
I spécificité : 0.6991

I précision : 0.1108
I vpn : 0.9644
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Données COIL
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Données COIL

Traitement classique (test)
I exactitude : 0.94
I exactitude équilibrée : 0.5056
I F-mesure : 0.0244

Pondération (test)
I exactitude : 0.6928
I exactitude équilibrée : 0.6458
I F-mesure : 0.1866
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Meilleur modèle?

Minimisation du risque
I rappel :

I L(g) = E(X,Y)∼P{l(g(X),Y)}
I modèle optimal g∗ = argming L(g) et risque optimal L∗ = infg L(g)

I tout est défini au sens de (X,Y) ∼ P, donc notamment Y ∼ PY

I donc si PY∼PY (Y = y) est petit, P̂(Y = y) doit être petit !

Décision optimale
I g∗(x) = arg miny∈Y

∑
y′∈Y l(y,y′)P(Y = y′|X = x)

I or P(Y = y′|X = x) = P(X=x|Y=y′)P(Y=y′)
P(X=x) et donc

g∗(x) = arg miny∈Y
∑

y′∈Y l(y,y′)P(X = x|Y = y′)P(Y = y′)
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I tout est défini au sens de (X,Y) ∼ P, donc notamment Y ∼ PY

I donc si PY∼PY (Y = y) est petit, P̂(Y = y) doit être petit !

Décision optimale (2 classes, coût binaire)
I g∗(x) = arg maxy∈{0,1} P(Y = y|X = x)

I et donc g∗(x) = arg maxy∈{0,1} P(X = x|Y = y)P(Y = y)
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Interprétations

Influence sur la décision (2 classes)
I si P(X = x|Y = 0)P(Y = 0)l(1,0) < P(X = x|Y = 1)P(Y = 1)l(0,1)

alors g∗(x) = 1 (sinon g∗(x) = 0)
I si P(Y = 0)l(1,0) augmente, on choisit plus souvent 0

Effet du déséquilibre
I P(Y = y) petit implique P(g∗(x) = y) petit
I souvent perçu comme gênant, pourquoi?

Deux interprétations
I on s’attend à un P(g∗(x) = y) qui n’est pas celui observé :

données non représentatives
I on souhaite un P(g∗(x) = y) différent de celui observé : mauvais

réglage de
l(y,y′)
l(y′,y)
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Source(s) du déséquilibre

Extrinsèques
I stratégie de collecte des données (plan d’expérience)
I coûts d’acquisition distincts
I biais de collecte

À corriger !

Intrinsèques
I classes « naturellement » rares :

I fraudes
I défauts
I options premium
I etc.

Nécessite une analyse des coûts des erreurs
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Pondération et décision optimale

Décision optimale
I avec l :

g∗(x) = arg miny∈Y
∑

y′∈Y l(y,y′)P(X = x|Y = y′)P(Y = y′)
I avec lw = w × l :

g∗w (x) = arg miny∈Y
∑

y′∈Y w(y′)l(y,y′)P(X = x|Y = y′)P(Y = y′)

I donc si w(y′) = 1
P(Y=y′) :

I g∗w (x) = argminy∈Y
∑

y′∈Y l(y,y′)P(X = x|Y = y′)
I décision optimale pour P(Y = y) = 1

|Y| : « rééquilibrage parfait »

Équivalence
I pondération des exemples (fréquemment possible dans les

logiciels)
I remplacement de la fonction de perte (plus rare)
I réplication des exemples de la petite classe y = 1 quand on prend

w(0) = 1 et w(1) entier
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Modèles probabilistes

Solution a posteriori
I un modèle probabiliste estime P(Y = y|X = x), par exemple :

I régression logistique
I classifieur bayésien naïf

I décision a posteriori en appliquant les formules
I e.g. ĝ∗(x) = arg miny∈Y

∑
y′∈Y l(y,y′)P̂(Y = y′|X = x)

I « équilibrage » : remplacer l par lw au moment de la décision

Deux solutions !
1. apprendre et décider avec lw
2. apprendre avec l et décider avec lW
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I e.g. ĝ∗(x) = arg miny∈Y

∑
y′∈Y l(y,y′)P̂(Y = y′|X = x)

I « équilibrage » : remplacer l par lw au moment de la décision

Deux solutions !
1. apprendre et décider avec lw
2. apprendre avec l et décider avec lW

21



Exemple

Données COIL

I pondération classique en w(y) =
1

|{i | Yi = y}|
I pour deux classes, poids de 1 pour la grande classe et du ratio

des tailles de classes (grande sur petite) pour la petite classe
I ici 15.73
I en pratique, on décide donc g(x) = 1 dès que

P(Y = 1|X = x) ≥ 0.0636
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Résultats avec pondération

Comparaison
I on s’attend à obtenir des résultats similaires entre un

apprentissage avec pondération et un calcul de seuil optimal,
mais les méthodes ne sont pas équivalentes

I avec un seuil
apprentissage test

0 1
0 3966 98
1 1508 250

0 1
0 2700 93
1 1062 145

I avec des poids
apprentissage test

0 1
0 3879 92
1 1595 256

0 1
0 2630 97
1 1132 141
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Deux approches différentes

Exemple
I deux classes dans R2

I Gaussiennes centrées en
(0,1) et en (0,− 1),
covariance identité

I 200 exemples de la classe
0 (0,1)

I 20 exemples de la classe 1
(0,− 1)

I régression logistique

−3 −2 −1 0 1 2

−
4

−
2

0
2

4
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Exemple
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Exemple
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Pondération
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0.5 poids

25



Exemple

−6 −4 −2 0 2 4 6

−
4

−
2

0
2

4
Importance

26



Exemple

−6 −4 −2 0 2 4 6

−
4

−
2

0
2

4
Importance

26



Synthèse

Pondération
I modification de l’importance des exemples
I chaque exemple d’une petite classe joue le rôle de nombreux

exemples de la classe la plus grande : sensible au bruit !
I positionne la frontière des classes « au bon endroit »
I utilise les exemples de cette zone pour construire la frontière

Post-traitement
I positionne la frontière à son emplacement « optimal » : moins

sensible au bruit
I « translate » ensuite la frontière en fonction de la probabilité

choisie : source potentille d’erreurs importantes
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Courbe ROC

Idée principale
I repousser le moment du compromis entre les classes
I analyser la performance « pour tout compromis »
I remarque : applicable en dehors du problème du déséquilibre

La courbe ROC
I deux « qualités » différentes :

I sensibilité : taux de vrais positifs |{i|Yi=1 et g(Xi )=1}|
|{i|Yi=1}|

I spécificité : taux de vrais négatifs |{i|Yi=0 et g(Xi )=0}|
|{i|Y0=0}|

I courbe ROC (Receiver operating characteristic)
I sensibilité en fonction de la spécificité (attention axe « retourné »)
I on trace sensibilité et spécificité pour tout λ utilisé pour définir

g(x) = 1⇔ P(Y = 1|X = x) ≥ λ
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Courbe ROC

Specificity

S
en

si
tiv

ity

1.0 0.8 0.6 0.4 0.2 0.0

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

0.5

0.0636

0.0636

apprentissage
test
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Analyse globale

Comparaison de courbes
I courbe au dessus d’une autre : meilleur classifieur
I courbes qui se croisent : comparaison difficile

Aire sous la courbe
I AUC (Area Under the Curve)
I interprétation :

I h(x) : score de x, décision de la forme g(x) = 1⇔ h(x) > λ
I P1 : loi de X pour Y = 1
I P0 : loi de X pour Y = 0
I AUC(g)= Px0∼P0,x1∼P1(h(x1) > h(x0))
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Courbe ROC

Specificity

S
en

si
tiv

ity

1.0 0.8 0.6 0.4 0.2 0.0

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

apprentissage
test

AUC en test :
sans poids 0.721
avec poids 0.7192
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Critiques de la courbe ROC

Problèmes divers
I critiques de [Han09]

I l’aire sous la courbe est obtenue en combinant des performances
utilisant des seuils de décision (et donc des coûts) très différents

I la mesure n’est valide pour comparer deux classifieurs que si les
courbes ne se croisent pas

I critique de l’aire mais pas de la courbe dans [Pow12]
I lien entre le choix des seuils et la mesure à utiliser dans [HFF12]

Point de vue métier et alternatives
I [HAM15] analyse les problèmes du point de vue de médecins
I [DG06] propose d’utiliser la courbe Precision Recall
I cf aussi [Han09]
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Analyse théorique

Basée sur [HFF12]

Principes
I deux moments distincts :

1. apprentissage
2. déploiement

I apprendre sans connaître les conditions opérationnelles

Modèle mathématique
I probabilité sur les conditionnelles opérationnelles (coûts relatifs et

lois a priori)
I méthode de choix du seuil : association entre les conditions

opérationnelles et le seuil de décision
I critère : perte moyenne relativement à la loi des conditions

opérationnelles
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Analyse théorique

Conditions opérationnelles
I c0 = l(1,0) et c1 = l(0,1)

I paramétrisation relative par b = c0 + c1 et c = c0
b

I π0 = P(Y = 0) (π1 = 1− π0)
I conditions opérationnelles : θ = (b,c,π0)

I risque du score h pour le seuil t

Q(h,t ,θ) = b (cπ0P(h(X) > t |Y = 0) + (1− c)π1P(h(X) <= t |Y = 1))

Choix du seuil
I une fonction T (θ) qui à des conditions opérationnelles associe un

seuil
I une loi sur θ, par ex. une densité w
I qualité globale de h :

∫
Q(h,T (θ),θ)w(θ)dθ
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Simplifications

Quelques hypothèses classiques
I b et c sont indépendants (dans w)
I le seuil ne dépend pas de b
I alternative :

I soit π0 est fixée : tout dépend seulement de c
I soit on raisonne sur

z =
cπ0

cπ0 + (1− c)(1− π0)

I loi uniforme sur c ou sur z
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Quelques résultats

Seuil fixé par c ou z
I T (θ) = c (ou z)
I on ne tient pas compte de π0

I alors on a intérêt à choisir h en minimisant son score de Brier

BS(h) = π0

∫ 1

0
t2P(h(X) > t |Y = 0)dt

+ π1

∫ 1

0
(1− t)2P(h(X) ≤ t |Y = 1)dt

I autrement dit Rl2 (h) = E
(
(h(X)− Y)2

)

36



Quelques résultats

Seuil fixé par un taux
I taux de bonnes classifications

Ψ(t) = π0P(h(X) ≤ t |Y = 0) + π1P(h(X) > t |Y = 1)

I T (θ) = Ψ−1(τ) (équivalent possible pour z)
I on ne tient pas compte de c
I alors on a intérêt à choisir h en maximisant l’AUC
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Quelques résultats

Seuil optimal
I si on fixe

T (π0,c) = argmin
t

cπ0P(h(X) > t |Y = 0) + (1− c)π1P(h(X) <= t |Y = 1)

I équivalent possible quand on donne z
I mesure H (due à [Han09])

H(h) = 1−
∫ 1

0

π1P(h(X) ≤ t |Y = 1)π0P(h(X) > t |Y = 0)
π1P(h(X) ≤ t |Y = 1) + π0P(h(X) > t |Y = 0)

dt

I alors on a intérêt à choisir h en maximisant H
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Objectifs des méthodes

Améliorer les modèles
I en termes de déséquilibre extrinsèque
I en termes d’estimation :

I de la frontière de décision entre les classes
I (plus ou moins directe) de P(Y = x |X = x)

I en termes de robustesse

Analyse par la courbe ROC
I interprétation mathématique : probabilité de classer dans le bon

ordre deux objets pris au hasard
I mais

I le résumé par l’aire sous la courbe reste grossier
I et prend en compte des stratégies de décision inadaptées
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Sous-échantillonnage

Principe
I nouveau jeu de données :

I tous les exemples des classes les moins fréquentes
I un échantillon de la classe la plus fréquente

En pratique
I quel taux d’échantillonnage de la grande classe?
I peut être combiné avec de la pondération (et du seuil optimal)
I couverture de l’échantillon : quid des modalités rares?

I suppression
I regroupement
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Exemple

Données COIL
I on enlève une variable avec 41 modalités
I sous-échantillonnage avec k fois plus de données négatives que

de données positives (ratio théorique : 15.73)
I résultats pour k = 1

apprentissage test
0 1

0 264 93
1 84 255

0 1
0 2426 86
1 1336 152
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Courbe ROC
k=1
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Courbe ROC
k=2
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Courbe ROC
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Courbe ROC
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Courbe ROC avec pondération
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Courbe ROC avec pondération
k=2

Specificity

S
en

si
tiv

ity

1.0 0.8 0.6 0.4 0.2 0.0

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

apprentissage
test

AUC référence

Apprentissage : 0.7998

Test : 0.7151

AUC échantillonnage

Apprentissage : 0.7873

Test : 0.7026

44



Courbe ROC avec pondération
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Courbe ROC avec pondération
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Courbe ROC avec pondération
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Courbe ROC avec pondération
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Courbe ROC avec pondération
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Courbe ROC avec pondération
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Courbe ROC avec pondération
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Courbe ROC avec pondération
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Techniques plus avancées

SMOTE
I Chawla et al. 2002 [CBHK02]
I implémentation en R : package DMwR
I sur-échantillonnage des petites classes avec création d’exemples

synthétiques :
I k plus proches voisins dans la classe
I point aléatoire sur le segment entre un point et un de ses k ppv
I label identique

I sous-échantillonnage des grosses classes
I extensions possible aux données nominales :

I distance entre attributs numériques seulement (cas de DMwR)
I dissimilarité entre données nominales (par exemple la Value

Difference Metric qui compare les P(Y = y |X = a) )
I choix aléatoire d’une valeur nominale dans les voisins ou utilisation

de la valeur la plus fréquente
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Exemple

Données COIL
I paramètres par défaut de DMwR :

I 5 voisins
I sur-échantillonnage à 200 % : on engendre 2 fois plus de données

synthétiques que de données d’origine
I sous-échantillonnage à 200 % : on tire 2 fois plus de données qu’on

en a engendrées
I ratio final : 4 pour 3

I suppression de variable avec 41 modalités
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Techniques plus avancées

ROSE
I Menardi et Torelli 2014 [MT14] (package ROSE en R)
I sur-échantillonnage des classes avec création d’exemples

synthétiques :
I choix aléatoire uniforme de la classe
I choix aléatoire uniforme d’un exemple de la classe
I choix d’un point « proche » de l’exemple
I label identique

I s’apparente à une modélisation de la densité en X par une
méthode à noyau classique

I adaptation très naïve au cas nominal par conservation des valeurs
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Exemple

Données COIL
I paramètres par défaut de ROSE

I équilibrage total 50/50 :
I en moyenne seulement !
I pondération et/ou seuilage possible (non utilisé ici)

I paramètre par défaut de l’estimateur à noyau
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Conclusion intermédiaire

Méthodes probabilistes
I méthodes qui estiment P(Y = y |X = x)

I traitement a posteriori efficace
I apports au mieux faibles des différentes méthodes d’équilibrage

Données nominales
I difficiles à traiter
I impact largement négatif sur les méthodes qui engendrent des

données artificielles

Autres situations
I Méthodes non probabilistes?
I Impact sur la validation croisée?
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Exemple numérique

Données Wine Quality
I qualité d’un vin à partir de propriétés physico-chimiques, notée de

1 à 10
I 11 variables uniquement numériques
I 1067 exemples en apprentissage, 532 en test

Déséquilibres
I premier cas : vins de note 7/10 ou plus contre les autres : 13.57 %

de la classe 1
I deuxième cas : vins de note 8/10 ou plus contre les autres :

1.13 % de la classe 1
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ROC deuxième cas
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ROC premier cas
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ROC deuxième cas
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Résumé

Méthodes d’équilibrage
I pondération sans effet
I pas vraiment d’effet de SMOTE/ROSE pour le cas simple
I SMOTE très mauvais sur le cas difficile : forme de

sur-apprentissage?
I ROSE apporte beaucoup sur le cas difficile
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Plan

Introduction

Un problème mal posé

Panorama des méthodes

Cas particuliers
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Modèles non probabilistes

Support Vector Machines
I cas extrême : aucune estimation de probabilités
I les implémentations R ne supportent pas les poids pour les

données
I seule solution interne : modification de la fonction de perte

Donnes Wine Quality
I courbes ROC obtenues en faisant varier le ratio de coût dans la

fonction de perte
I attention : valeurs optimistes car choisies sur l’ensemble de test !
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Courbe ROC premier cas
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Courbe ROC premier cas
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Courbe ROC deuxième cas
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Courbe ROC deuxième cas
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Résumé

SVM
I comportement attendu en modifiant la fonction de perte
I mais recalcul complet pour chaque fonction de perte
I réglage difficile et dirigé par les exigences métier
I globalement coûteux
I pas d’apport à priori des méthodes d’équilibrage (voire une

dégradation avec SMOTE dans le cas difficile)

Et le choix du modèle?
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Impact sur la validation croisée

Approche naïve
I application de la méthode d’équilibrage avant tout le reste
I conséquences :

I évaluation sur une distribution irréaliste
I contamination inter-blocs : données dupliquées, par exemple
I peut être très optimiste (et erroné en général) quand on utilise du

sur-échantillonnage

SMOTE et ROSE
I sous-échantillonnage : aucun impact possible sur la validation

croisée elle-même
I les deux méthode engendrent des données artificielles :

I ROSE : données bruitées, donc risque limité de contamination entre
les blocs

I SMOTE : données interpolées, risque plus important de
contamination
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Validation complète

Solution
I embarquer l’équilibrage dans la validation croisée !
I procédure :

1. choix des blocs avec stratification (absolument crucial ici)
2. pour chaque regroupement :

2.1 équilibrage des blocs d’apprentissage
2.2 évaluation sur le bloc de validation

I on peut en profiter pour optimiser les paramètres de la procédure
I attention : composante aléatoire dans l’équilibrage et donc

variance accrue de l’estimation !

70



Résultats SVM en trichant
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Résultat SVM avec 5 fold CV
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Résultat SVM avec 5 fold CV équilibrage externe
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Résultat SVM avec 5 fold CV équilibrage interne
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Résultats SVM en trichant (deuxième cas)
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Résultat SVM avec 5 fold CV (deuxième cas)
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Résultat SVM avec 5 fold CV externe (deuxième cas)
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Résultat SVM avec 5 fold CV interne (deuxième cas)
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Cas du bootstrap

En général
I mêmes enjeux que la validation croisée
I utilisation du bootstrap stratifié

Cas du bagging
I boostrap intégré à la construction du modèle : stratification

potentiellement utile
I estimation probabiliste naturelle : post-traitement

package randomForest
I paramètre strata : variable de stratification
I paramètre sampsize : taille des échantillons dans chaque strate
I paramètre classwt : poids des classes, utilisés pour la

construction des arbres
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ROC avec stratification
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ROC avec stratification et pondération
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ROC sans stratification (deuxième cas)
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ROC avec stratification (deuxième cas)
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ROC avec stratification et pondération (deuxième cas)
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Approche concurrente

Bilan
I efficacité douteuse de la stratification
I pondération plutôt négative :

I phénomène connu
I poids à optimiser éventuellement

Bootstrap équilibré
I intégrer l’idée du sous-échantillonnage dans le bootstrap
I bootstrap stratifié mais avec des échantillons rééquilibrés
I gain en efficacité algorithmique
I attention en R : il faut que sampsize soit un tableau
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ROC bootstrap équilibré
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ROC bootstrap équilibré (deuxième cas)
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ROC Rose
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ROC Rose (deuxième cas)
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Boosting

Rappel
I apprentissage incrémental additif
I pondération des exemples d’apprentissage en fonction des

erreurs commises par les classifieurs précédents
I pondération d’un classifieur dans la décision finale en fonction de

ses erreurs

Problème potentiel
I tout est basé sur le risque (empirique)
I les petites classes sont donc défavorisées de façon naturelle,

comme dans toutes méthodes
I avec cependant un potentiel d’adaptation grâce à la pondération

dynamique
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AdaBoost

fixer w (1)
i = 1

N pour tout i
for m = 1 to M do

ajuster g(m) au (Xi ,Yi )1≤i≤N en utilisant les poids w (m)
i

calculer ε(m) =
∑

i w (m)
i 1g(m)(Xi ) 6=Yi

calculer α(m) = 1
2 log 1−ε(m)

ε(m)

calculer w (m+1)
i = w (m)

i exp(−αYig(m)(Xi ))

normaliser les w (m+1)
i

end for
renvoyer g = signe

(∑
m α

(m)g(m)
)
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Cost-sensitive boosting

Solution naturelle
I il « suffit » de pondérer les exemples (Ci pour (Xi ,Yi ))
I différentes variantes, par exemple :

I AdaC1 : w (m+1)
i ∝ w (m)

i exp(−αCiYig(m)(Xi))
I AdaC2 : w (m+1)

i ∝ Ciw
(m)
i exp(−αYig(m)(Xi))

I AdaC3 : w (m+1)
i ∝ Ciw

(m)
i exp(−αCiYig(m)(Xi))

I etc.
I AdaC2 est généralement considérée comme la variante la plus

logique : correspond effectivement à remplacer le coût initial
d’AdaBoost par une version pondérée

Exemple
I Données wine
I Implémentation xgboost avec boosting logistique
I validation croisée stratifiée
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ROC sans pondération
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ROC avec pondération

Specificity

S
en

si
tiv

ity

1.0 0.8 0.6 0.4 0.2 0.0

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

learning
test

AUC :
Apprentissage 0.9896
Test 0.8943

95



ROC sans pondération (2ème cas)
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ROC avec pondération (2ème cas)
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Bilan

I pondération :
I généralement robuste et utile
I utile a priori pour les modèles qui n’estiment pas des probabilités
I utile a posteriori pour les modèles qui estiment des probabilités

I pour le reste :
I rien de très concluant
I expériences confirmées par la littérature contradictoire sur le sujet
I problème assez mal posé et critères de qualité (type AUC)

discutables
I tester les méthodes pour s’assurer de ne pas passer à côté d’une

amélioration potentielle
I comprendre pourquoi on souhaite « équilibrer » les données !

99



Bibliographie I

Nitesh V. Chawla, Kevin W. Bowyer, Lawrence O. Hall, and W. Philip Kegelmeyer.
Smote : synthetic minority over-sampling technique.
Journal of artificial intelligence research, 16 :321–357, 2002.

Jesse Davis and Mark Goadrich.
The relationship between precision-recall and roc curves.
In Proceedings of the 23rd International Conference on Machine Learning, ICML ’06, pages
233–240, New York, NY, USA, 2006. ACM.

Steve Halligan, Douglas G. Altman, and Susan Mallett.
Disadvantages of using the area under the receiver operating characteristic curve to assess
imaging tests : A discussion and proposal for an alternative approach.
European Radiology, 25(4) :932–939, Apr 2015.

David J. Hand.
Measuring classifier performance : a coherent alternative to the area under the roc curve.
Machine Learning, 77(1) :103–123, Oct 2009.

José Hernández-Orallo, Peter A. Flach, and César Ferri.
A unified view of performance metrics : translating threshold choice into expected
classification loss.
Journal of Machine Learning Research, 13 :2813–2869, 2012.

Giovanna Menardi and Nicola Torelli.
Training and assessing classification rules with imbalanced data.
Data Mining and Knowledge Discovery, 28(1) :92–122, 2014.

100



Bibliographie II

D. M. W. Powers.
The problem of area under the curve.
In 2012 IEEE International Conference on Information Science and Technology, pages
567–573, March 2012.

101



Licence

Cette œuvre est mise à disposition selon les termes de la Licence
Creative Commons Attribution - Partage dans les Mêmes Conditions

4.0 International.

https://creativecommons.org/licenses/by-sa/4.0/deed.fr

102

https://creativecommons.org/licenses/by-sa/4.0/deed.fr


Version

Dernier commit git : 2021-01-14
Auteur : Fabrice Rossi (Fabrice.Rossi@apiacoa.org)
Hash git : dc14e878ef02618a74d3ccdf7edfbe160cfb59cf

103



Évolution

I avril 2020 :
I critères de qualité spécialisés : spécificité, sensibilité, etc.
I critères de qualité agrégés

I avril 2019 : détails sur la séparation apprentissage/déploiement
I septembre 2018 : première version autonome
I Juillet 2018 : plus de détails sur la courbe ROC et les sujets

connexes
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